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1. Introdução

Redes Neurais Artificiais (RNAs) têm sido aplicadas com sucesso em uma diversidade de problemas do mundo real. Contudo, o sucesso dessas redes para um determinado problema depende do seu bom desenvolvimento que envolve a definição de vários parâmetros, como, por exemplo, o tipo de rede, a arquitetura, o algoritmo de treinamento utilizado, os parâmetros de treinamento, os critérios de parada, dentre outros. 

Atualmente, pode-se dizer que a área de Inteligência Artificial está em uma fase onde o objetivo maior é a integração de diferentes técnicas para formar sistemas mais robustos, os chamados Sistemas Inteligentes Híbridos (SIHs). A motivação para que tais sistemas sejam desenvolvidos dar-se ao fato de que seu uso é: a resolução de problemas complexos que só poderiam ser resolvidos se tratados com sub-tarefas; e unir as vantagens e superar as limitações individuais das diferentes técnicas.
Desta forma, a proposta dos SIHs é a construção de sistemas mais robustos, capazes de trabalhar com vários tipos de representação de conhecimento, dar suporte a vários tipos de inferências, resolverem problemas mais complexos, dentre outras vantagens, mas vale ressaltar que o uso de SIHs podem às vezes gerar mais dificuldades, pois a implementação e manutenção desses sistemas podem ser mais difíceis, assim como também ele pode unir além das vantagens, as desvantagens das diferentes técnicas.
A Inicialização de pesos, arquitetura, entre outros parâmetros, de uma rede neural Multilayer Perceptron (MLP) pode ser formulado como um problema de otimização, onde cada solução representa os pesos iniciais, por exemplo, e a medida de custo pode ser em função do erro de treinamento. O treinamento da rede nada mais é que um processo de otimização, no qual os parâmetros livres são os pesos da rede a serem ajustados [1]. Para que os valores dos pesos possam ser ajustados, eles devem primeiro ser "inicializados". A forma de designar os pesos iniciais de uma RNA é muito discutida. Entretanto, a escolha apropriada da forma de inicialização dos pesos depende, entre muitos outros fatores, do objetivo para o qual a rede está sendo projetada e da forma de aprendizado utilizada.

Otimização de pesos de redes neurais e arquiteturas é uma abordagem interessante para a geração de redes eficientes. Neste caso, cada ponto no espaço de busca é uma especificação da rede neural com informação sobre os pesos e arquitetura. Métodos de otimização global podem ser combinados baseado na técnica do gradiente (por exemplo, o algoritmo backpropagation), formado em uma abordagem híbrida, que tenta juntar, no mesmo sistema, a eficiência global dos métodos de otimização com o ajuste fino das técnicas baseada no gradiente. Esta combinação de métodos de otimização global, com técnicas de busca local, que é chamado de "formação híbrida", tem sido frequentemente utilizado.

Os algoritmos evolucionários são abordagens estocásticas, portanto recomendável para construção de SIH devido as suas variáveis serem caracterizadas pela aleatoriedade. Nestes algoritmos, a pesquisa por novos pontos no espaço de busca é feita através de regras de transição probabilísticas e assim conseguem sair de situações de mínimos locais. Por isso, estão sendo bastante utilizados para este tipo de aplicação.
O trabalho proposto busca apresentar a utilização de um método recentemente desenvolvido para otimização global da rede neural. Será apresentado a otimização dos pesos e arquiteturas de uma rede Multilayer Perceptron (MLP), a fim de gerar uma rede de classificação com desempenho elevado para todos os conjuntos de dados. Os algoritmos de otimização inspirado na natureza, nomeadamente Algoritmos Evolucionários (EAs, do inglês Evolutionary Algorithms), têm sido amplamente utilizados para resolver esse tipo de problema. Como foi mencionado anteriormente o trabalho fará uso de um algoritmo de otimização, baseando-se em um algoritmo já existente na literatura, o group search optimizer (GSO), que se inspira especialmente no comportamento da busca dos animais por recursos. O Algoritmo GSO tem sido aplicado para treinar redes neurais artificiais e os resultados tem sido promissores em problemas reais de referência mundial, mostrando a aplicabilidade da GSO para resolução de problemas.
Para melhorar a performance do GSO, uma alteração na sua heurística será proposta.
1.1. Motivação

Um dos fatores que dificulta um bom desenvolvimento das redes neurais é a escolha de parâmetros, como definir os pesos e arquiteturas da rede de forma que se tenha uma solução com o mais baixo custo dirigindo a procura da arquitetura ótima. Esta tem sido uma tarefa para os sistemas híbridos fazendo uso dos algoritmos evolucionários. Na maioria das abordagens para otimização de RNAs, o objetivo é minimizar o problema de convergência prematuramente a um mínimo local do algoritmo backpropagation, ou seja, perda acelerada da diversidade da população e conseguem apresentar uma solução a qualquer momento da busca. 
Os Algoritmos Evolucionários (EAs, do inglês Evolutionary Algorithms) são baseados em populações, processam simultaneamente uma coleção de soluções e freqüentemente usam recombinação para mesclar informações de mais de uma solução candidata para a criação de uma nova solução.
Nas últimas poucas décadas, técnicas de otimização inspiradas na natureza tem atraído mais e mais a atenção [2]. A natureza tem servido como uma fonte fértil de conceitos, princípios e mecanismos para a concepção de sistemas de computação para resolver complexos problemas na área da inteligência artificial. Entre eles, o mais bem sucedido são Algoritmos Evolutivos (EAs), que inspiram evolução pela seleção natural. Atualmente, existem vários diferentes tipos de EAs que incluem algoritmos genéticos (AGs), programação genética (GP), a programação evolutiva (PE), e as estratégias evolutivas (ES) [3]. 
Diversos trabalhos encontrados na literatura mostram que diversas técnicas para otimizar redes neurais tem sido, Simulated Annealing (SA), Tabu Search (TS) e Algoritmos Genéticos (AG), assim como as técnicas mais recentemente explorados na busca de uma melhor maneira de encontrar soluções que otimizem o treinamento das RNAs como ACO (do inglês Ant Colony Optimization algorithm), PSO (do inglês Particle Swarm Optimization) e o DE (do inglês Differential Evolution). O GSO (do inglês Group Search Optimizer) é um dos mais novos membros desse grupo de algoritmos evolucionários recentemente explorados, mas que tem apresentado resultados promissores em comparação com as técnicas citadas anteriormente.
No SA a idéia básica é aceitar uma nova solução caso essa nova solução seja melhor que a atual (custo menor), se for pior, a nova solução pode ser aceita com uma dada probabilidade. Esta probabilidade é controlada por um parâmetro chamado de temperatura, que diminui ao longo das iterações. O método Simulated Annealing tem a capacidade de escapar dos mínimos locais devido à probabilidade de aceitar uma nova solução. Pode diminuir em desempenho só para escapar dos mínimos locais. O TS guarda sempre a melhor solução do conjunto atual na lista tabu, que pode ser melhor ou pior que a solução atual. Pode haver ciclos na trajetória (aceitar soluções que já foram visitadas). Sua memória funciona guardando a melhor solução encontrada desde o início da execução. A solução final dada pelo algoritmo é a melhor solução encontrada desde o início da execução, e não a atual. Com esse algoritmo pode-se avaliar muitas soluções novas a cada iteração.
O AG manipula uma população de indivíduos que são possíveis soluções do problema. Os indivíduos são combinados (crossover) uns com os outros, produzindo filhos que podem sofrer ou não mutação.  A cada geração, a adaptação de cada solução na população é avaliada, alguns indivíduos são selecionados para a próxima geração, e recombinados ou mutados para formar uma nova população. As populações evoluem através de sucessivas gerações até encontrar a solução ótima. O ACO se inspira no comportamento de seguir o caminho da formiga e usa como estratégia de busca o rastro de feromônio. O feromônio também tem a tarefa de servir como memória e compartilhamento de informação. Os problemas adequados para essa abordagens são os discretos. 
O PSO que se inspira no comportamento de enxame de animais e usa como estratégia a concentração das partículas. Lembrar da posição é a memória desse algoritmo e o compartilhamento de informação é dado pela melhor partícula. Os problemas adequados para essa abordagens são os contínuos e multimodais. A DE (do inglês Differential Evolution) apresenta uma estrutura semelhante a um algoritmo evolucionário tradicional, porém difere principalmente nos operadores de variação e na forma de seleção realizada. A respeito de seus operadores de variação, existem diversas modificações do DE propostas tanto pelos autores originais quanto por outros estudos relacionados. Assim como nos algoritmos evolucionários, o DE inicializa uma população de vetores, que pode ser gerada randomicamente quando nenhum conhecimento do espaço de busca esta disponível. Em cada iteração os indivíduos da população são seqüencialmente comparados com um vetor gerado aleatoriamente pelos processos de seleção, cruzamento e mutação. Enquanto o GSO se inspira no comportamento social de busca dos animais por recursos e usa como estratégia de busca o mecanismo de produzir, localizar e buscar. A memória do GSO é dada pelo produtor. Ele lembra para onde ele estava “virado”, ou seja, para qual local ele iria fazer sua busca, antes de encontrar a posição onde ele se encontra. Desta forma se essa posição não for melhor que a anterior ele pode voltar para a melhor posição. Assim compartilhamento de informação é dado pelo produtor. Os problemas adequados para essa abordagens são os contínuos, de grande dimensão e multimodal. O GSO tem despertado o interesse para esse tipo de aplicação devido a abordagem diferenciada dos outros técnicas. Como foi mencionado ele realizar a busca pelo mínimo global buscando vários pontos diferentes simultaneamente, e seu mecanismo de melhora traz mais oportunidades de encontrar o mínimo global pelo fato de guardar não apenas a melhor posição, mas também informação da melhor anterior a atual. Esta é uma abordagem pouco usada, que segundo [8] já tem apresentado resultados satisfatórios.
1.2. Objetivo

O objetivo deste trabalho é a proposição, implementação e análise de um método de otimização simultânea de pesos e arquiteturas que possa levar a uma solução de baixa complexidade e boa generalização.

Considerar-se-á uma solução ideal aquela cuja precisão seja equivalente aos métodos atuais considerando os erros médios dos conjuntos de treinamento, validação e teste.
1.3. Organização da Proposta
Esse documento está estruturado em 6 seções. A seção 2 descreve os trabalhos relacionados no qual a metodologia está fundamentada. A seção 3 aponta a descrição sobre o Group Search Optimizer que serão utilizadas para o desenvolvimento do estudo. A seção 4 mostra as etapas que serão seguidas e o cronograma destas atividades. A seção 5 descreve as atividades concluídas no ano de 2009. A seção 6 é utilizada para destacar as referências bibliográficas.
2. Trabalhos Relacionados
O uso de algoritmos de otimização evolucionários têm se mostrado uma alternativa viável e eficaz para contornar estas limitações e aprimorar a qualidade de resposta dos projetos de RNAs. A otimização evolucionária pode realizar com sucesso essa tarefa, permitindo o ajuste de vários, senão todos, parâmetros livres de uma RNA, buscando soluções precisas. Esta perspectiva se deve à distinta característica dos algoritmos evolucionários, que são capazes de se adaptar a ambientes dinâmicos com grande eficiência [4]. Nesta abordagem, as técnicas evolutivas e RNAs são combinados para produzir modelos com erro de baixa e alta generalização controle, produzindo RNAs Evolucionária (EANNs) como descrito por [4], onde mostra que uma rede neural hipoteticamente ótima para um determinado problema deve ter como características principais possuir uma arquitetura de baixa complexidade e ser treinada rapidamente, mas que permita boa performance de generalização.

Em [5] é apresentado o uso do tabu search para treinamento da rede neural com uma topologia fixa com seis unidades escondidas. As soluções no espaço de busca foram representadas como vetores de valor real contendo todos os pesos da rede. O TS derivou soluções que foram significativamente superiores aos gerados pelo algoritmo backpropagation. Simulated Annealing e Algoritmos Genéticos foram implementados para os mesmo dados por [6]. Em [7] foi usado um algoritmo baseado mutação genética para treinar a arquitetura de rede. Na maioria dos casos, o AGs tem melhor desempenho do que SA.

Algumas abordagens na literatura já utilizaram a integração das técnicas do Tabu Search, Simulated Annealing e Algoritmos Genéticos para aplicações específicas. Como pode ser percebido na literatura as abordagens usando SA e TS para treinamento de rede neural são normalmente obrigadas a ajustar os pesos de conexão em topologias fixas. Um trabalho no âmbito de otimização de RNAs que inspira este projeto é [8]. Onde os autores apresentam uma nova abordagem para treinar RNNs utilizando um método de otimização global e local, baseado nas três técnicas.  Nesta proposta [8] utiliza uma metodologia para ajuste da arquitetura e dos pesos de uma RNA, utilizando uma estrutura para representar os pesos e outra para as conexões ativas. Embora faça uso do backpropagation, o treinamento final só é realizado com algumas das melhores soluções. Metodologias baseadas em poda das conexões entre as unidades de processamento da rede fazem gerar redes com arquitetura variável e que podem ser ajustadas para cada problema de forma automática. 
Em [9] é apresentado um método para otimizar uma rede neural usando AG. Neste método, busca-se otimizar os pesos, funções de transferência, arquiteturas e aprender as regras do algoritmo. A metodologia consiste em uma busca evolutiva no sistema em camadas, onde uma pesquisa AG aprende as regras na primeira camada, outra pesquisa AG para otimizar a arquitetura e funções de transferência na segunda camada e outra pesquisa AG procura pesos iniciais na camada final. 
Em [11] é proposto um sistema híbrido que combina características de Simulated Annealing, busca tabu e um algoritmo de treinamento local para ajuste fino de pesos. E em [10] propõe a melhoria do método Yamazaki [11] para a otimização simultânea de pesos da rede Multilayer Perceptron e arquiteturas. O objetivo principal é propor um conjunto de modificações, com respectivas validações, com o objetivo da criação de um processo de otimização mais eficiente. As modificações são realizados nos critérios de implementação, como o mecanismo de geração de vizinho e Cooling Schedule (um método pelo qual a temperatura é diminuída). Um dos principais pontos deste trabalho é a criação de um novo mecanismo de geração de vizinho.

Em [12] foi apresentado uma nova abordagem para treinar RNNs utilizando um algoritmo híbrido que combina Particle Swarm Optimization (PSO) e Evolutionary Algorithm (EA). A combinação destes métodos de otimização permite que a evolução dos indivíduos da população não esteja restrita à mesma geração, e indivíduos com melhor desempenho possam gerar uma prole que substitua aqueles com pior desempenho. Neste projeto, os autores utilizaram uma arquitetura fixa definida através de vários testes e utilizaram o sistema híbrido apenas para treinar a RNA. O treinamento de RNAs com DE é apresentado de forma similar em diversos outros trabalhos como [13]. Os resultados apresentados em [13] objetivam comparar a desempenho do treinamento de MLPs com DE e métodos convencionais baseados em gradiente. Com conclusões semelhantes, estas pesquisas reafirmam a robustez do DE na otimização de pesos, particularmente em redes grandes e em problemas com dados ruidosos ou ausentes. Neste trabalho os autores concluem que, apesar dos bons resultados de treinamento com DE, não há evidências significativas de diferença de tempo ou qualidade de solução se comparado com métodos de treinamento por gradiente. Entretanto, como o próprio autor conclui, é evidente que a utilização do DE pode ser aplicado com sucesso distinto casos onde a rede é muito grande, quando frequentemente apresentar mínimos locais e quando houver ruídos nos dados.

3. Group Search Optimizer
Esta seção irá descrever o método que será usado para desenvolver a proposta da dissertação. 
A heurística proposta realiza a busca de forma construtiva e baseada da poda das conexões entre a unidade de processamento da rede. Assim, são geradas redes com arquitetura variável e que podem ser ajustadas para cada problema de forma automática.
3.1. Introdução
De modo geral os algoritmos evolucionários comportam-se de forma similar, onde uma população de indivíduos sofre uma pressão exercida pelo ambiente e causa uma seleção natural (sobrevivência dos mais aptos), a qual causa o aumento da aptidão da população de sobreviver a situações adversas do meio ambiente, assim como também uma função de qualidade (aptidão) deve ser maximizada. Pode-se criar aleatoriamente um conjunto de soluções candidatas e escolher os melhores candidatos para serem indivíduos da nova geração, através de uma recombinação ou seleção. A produção de novos candidatos compete com base na aptidão e/ou na idade para formar a nova geração e o processo normalmente é iterativo até que uma qualidade (soluções) seja alcançada ou então um limite computacional, temporal, etc; Os Processos fundamentais dos sistemas evolucionários são: Operadores de variação (recombinação e mutação) e Ação de seleção como força que pressiona a qualidade.

Nos últimos anos, um novo tipo de inteligência computacional conhecido como enxame inteligência (SI), que foi inspirado por comportamento coletivo do animal, tem sido desenvolvido. Atualmente, o SI inclui dois diferentes algoritmos. O primeiro é otimização por colônia de formigas (ACO), que foi desenvolvido com base no comportamento de busca das formigas [14]. E o segundo é otimização por enxame de partículas (PSO), que junta idéias a partir do comportamento do enxame de ave ou peixe [15]. Com o objetivo de analisar uma ótima política para a junção de recursos, dois modelos têm sido propostos: a partilha de informação (SI) [16] e produtor - scrounger (PS) [17].

O GSO usado neste trabalho é um algoritmo de otimização baseado na população que emprega o PS [12] como modelo. Nele conceitos e estratégias de busca por recursos têm origem no comportamento de busca do animal e é adotada metaforicamente para projetar as melhores estratégias de pesquisa. Em geral os mecanismos de varredura dos animais (por exemplo, visão) são empregados pelos os produtores e os scroungers esperam os produtores “acharem” os recursos para eles “juntarem” em função do trabalho dos produtores. O estudo do uso do GSO para otimização encontra-se descrito em [18]. O GSO (Group Search Optimizer), que se inspira especialmente no comportamento da busca dos animais por recursos, traz alguns parâmetros ajustáveis para tentar evitar a convergência prematura para um mínimo loca. Assim pode-se impedir a dispersão dos indivíduos altura máxima que ele pode ir, ângulo máximo que sua cabeça pode girar para procurar recursos e distância máxima que pode atingir, ou seja, controlando o espaço de busca do indivíduo para que não se tenha uma dispersão indesejada.
As próximas subseções irão descrever mais sobre os componentes e comportamentos desse algoritmo.

3.2. Classificação dos Membros

Os produtores são os membros da população responsáveis pela busca e por transmitir a informação da melhor posição, ou seja, o mínimo global, para os outros indivíduos. Os produtores são os membros com maior aptidão, representam os melhor animais desenvoltura em sua busca por recursos na natureza.
Os scroungers (pedintes) são os que pegam os recursos que os produtores acharam. Eles não são tão aptos, mas ficam esperando os produtores acharem a melhor posição e vai atrás deles, pois sabem que neste local haverá recurso. Na natureza são os animais que vivem das sobras de outros animais. Um exemplo é a relação da rêmora com o tubarão, pois se fixa no tubarão obtendo um bom meio de transporte e se alimentando dos restos alimentares do tubarão. 
Os membros dispersos, que representa uma determinada porcentagem da população que restou depois que os produtores forem escolhidos, representam na natureza os membros que possuem forma de busca e habilidades competitivas diferentes dos outros membros do grupo. Eles geralmente são subordinados e possuem menor eficiência no seu método de busca por recursos do que os membros dominantes. Eles também podem adotar comportamentos que vão explorar e colonizar novos habitats. Na natureza, a performance de alcance dos animais buscando estratégia, incluem passeios aleatórios e sistemáticos de estratégias de pesquisa para localizar recursos de forma eficiente [9]. Baseado nisto os membros dispersos fazem caminhadas aleatórias e a cada geração gera um ângulo de cabeça aleatoriamente e em seguida, ele escolhe uma distância aleatória e passar para o novo ponto para maximizar suas chances de conseguir recursos.
3.3. Representação do Indivíduo
Cada indivíduo da população é equivalente aos pesos da rede e a existência ou não de conexão.
3.4. Representação da Geração

A geração seguinte será uma evolução da anterior e, para que isso ocorra, os mais aptos, os de melhor aptidão, deverão possuir menor erro (fitness) para serem selecionados e dar origem à nova geração. Com isso, se o processo for bem conduzido, espera-se que a nova geração seja, em média, melhor do que a que lhe deu origem.

A cada geração é selecionado alguns dos melhores indivíduos para entrarem na próxima geração e assim escolher os produtores e os demais serão divididos em scroungers e membros dispersos.
3.5. Mecanismo de Busca dos Membros

O modelo GSO assume a existência de um produtor em cada geração e os membros restantes são scroungers e membros dispersos. Também adere a política de que todos os scroungers juntarão os recursos encontrados pelo produtor. Como já mencionado cada indivíduo possui uma posição, altura máxima que ele pode ir, ângulo máximo que sua cabeça pode girar para procurar recursos e distância máxima que pode atingir. 

O membro com o menor fitness (melhor valor de aptidão) será escolhido para ser o produtor e iniciará sua performance. (1) Fará uma varredura em três direções; (2) Caso não encontre uma melhor posição que a atual irá gerar um novo ângulo para girar sua cabeça e (3) se mesmo assim não encontrar uma posição melhor, seu ângulo volta ao grau zero. A cada geração (iteração) do GSO, o comportamento do scrounger é modelado por uma caminhada aleatória em direção do produtor.
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Nesta equação o scrounger está procurando uma nova posição para a próxima iteração. Xp representa a posição do produtor na iteração atual. Os membros dispersos, que representa 20% da população que restou depois que os produtores forem escolhidos.
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Nesta equação os membros dispersos estão procurando uma nova posição para a próxima iteração. Xp representa a posição do produtor na iteração atual, D é a função que calcula a nova distância usando o novo ângulo.
3.6. Atualização do Valor de Aptidão
O grau de aptidão de cada indivíduo é obtido pela avaliação de tal indivíduo, através da função a ser otimizada. Se o objetivo for maximizar, a aptidão é diretamente proporcional ao valor da função. Caso o objetivo seja a minimização da função, a aptidão será inversamente proporcional ao valor da função. Algoritmos Evolucionários consiste na simulação da evolução de estruturas individuais, via processos de seleção e os operadores de busca, o processo depende do “fitness” (aptidão), atingido pelas estruturas individuais, frente a um ambiente. A seleção é focalizada nos indivíduos com um alto grau de aptidão, explorando então, a informação da aptidão disponível.

4. Cronograma de Atividades
Estão listados os itens das atividades que serão realizadas, assim como, o cronograma que determina o período que estas serão executadas.

A seguir estão listados os tópicos das atividades que serão realizadas.
4.1. Aquisição dos Dados

4.2. Pesquisar Sobre a Metodologia Proposta
4.3. Implementar o Método Proposto

4.4. Avaliar o Método Implementado

4.5. Escrever Artigo

4.6. Escrever Dissertação

4.7. Defender Dissertação
Na tabela abaixo, podemos verificar quando as atividades. Ou seja, pode-se verificar qual ou quais atividades serão realizadas no determinado mês.
	Mês

Atividade

	Abril

	Maio

	Junho

	Julho

	Agosto

	Setembro

	Outubro

	Novembro

	Dezembro

	Janeiro


	4.1
										
	4.2
										
	4.3
										
	4.4
										
	4.5
										
	4.6
										
	4.7
										

	


Tabela 1 - Distribuição das atividades por mês
5. Atividades Concluídas

Este tópico apresenta algumas das atividades que foram realizadas durante o primeiro ano de mestrado. 
· Obtenção dos créditos necessários para dar continuidade ao programa de mestrado, fornecidos pelas disciplinas cursadas no 1º e 2º semestres.
· Aquisição de embasamento teórico sobre os temas relacionados à pesquisa, obtidos através dos estudos das disciplinas e artigos estudados que abordam técnicas de computação inteligente relacionadas a sistemas híbridos e algoritmos evolucionários;

· Desenvolvimento de projetos nas disciplinas cursadas no 1º e 2º semestres.
Durante a disciplina de Sistemas Híbridos foi inicializada as atividades referente à proposta da dissertação. Os sub-tópicos desta seção irá descrevê-las.
5.1. Pesquisa Sobre a Metodologia Proposta

Em alguns trabalhos que já foram estudados, notou-se que o GSO está tendo aplicado para resolver várias disciplinas científicas e de engenharia civil. Como por exemplo, sua aplicação no projeto da estrutura de treliças, que são estruturas formadas por elementos indeformáveis, aos quais se dá o nome de barras, ligados entre si por articulações que se consideram perfeitas, os nós. Ou a aplicação de GSO baseado em RNAs para acompanhamento do estado de máquina de ultra-som, sendo capaz de indicar o mal funcionamento da condição da máquina nos dados da ultra-som. Também utilizada para otimizar funções de referência mundial, de alta e baixa dimensionalidade. 
5.2. Inicialização da Implementação do Método Proposto
Foi implementado o Group Search Optimizer (GSO), mas sem incluir nenhuma modificação no algoritmo original. Esta implementação foi desenvolvida na disciplina de Sistemas Híbridos onde foi sugerida mudanças no GSO para tentar alcançar um melhor desempenho do sistema híbrido. Um das sugestões de melhoria seria a escolha no número de produtores, pois no GSO original apenas um produtor é escolhido. Também não se fez a otimização de arquitetura da rede, apenas dos valores das conexões.
5.3. Resultados Obtidos
Os resultados atingidos com o que foi implementado não foram satisfatórios, pois comparando os resultados com os já existentes na literatura, podemos concluir desde já que o sistema híbrido não está trabalhando de maneira eficiente e satisfatória. Nem foram melhores que os da RNA sem hibridização.
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